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ABSTRAK  

Penelitian ini bertujuan untuk menganalisis dan meramalkan kinerja harga Bitcoin 
menggunakan pendekatan TimeGPT , sebuah model berbasis transformer yang 
dikembangkan khusus untuk data deret waktu oleh Nixtla. Dengan pendekatan 
kuantitatif, studi ini memanfaatkan data historis harga Bitcoin untuk mengidentifikasi 
pola dan tren melalui kemampuan pemodelan AI modern. TimeGPT , sebagai model pre-
trained, memungkinkan analisis tanpa pelatihan tambahan (zero-shot learning) dan 
memberikan efisiensi dalam peramalan jangka pendek maupun menengah. Metode 
penelitian mencakup tahap pra-pemrosesan data, pemanfaatan API TimeGPT  untuk 
menghasilkan prediksi, serta evaluasi hasil dengan metrik statistik seperti MAE dan 
RMSE. Hasil menunjukkan bahwa TimeGPT  mampu menangkap volatilitas pasar Bitcoin 
secara akurat, dengan tingkat kepercayaan prediksi yang tinggi pada periode stabil 
seperti 2024–2025. Namun, pada proyeksi jangka panjang, model menunjukkan 
peningkatan ketidakpastian, mencerminkan sensitivitas terhadap variabel eksternal 
seperti regulasi dan sentimen pasar. Studi ini menyimpulkan bahwa TimeGPT  
merupakan alat yang unggul dibandingkan metode konvensional (ARIMA, GARCH, LSTM) 
dalam menangani kompleksitas data kripto, dan dapat digunakan sebagai pendukung 
pengambilan keputusan investasi, terutama jika dikombinasikan dengan analisis 
fundamental dan pemantauan pasar secara real-time. 

Kata kunci: Bitcoin; TimeGPT ; Peramalan Deret Waktu; Prediksi Harga; Model 
Transformer 

ABSTRACT 

This study aims to analyze and forecast Bitcoin's performance using TimeGPT, a 
transformer-based model specifically developed for time series data by Nixtla. Employing 
a quantitative approach, the research leverages historical Bitcoin price data to identify 
patterns and trends through advanced AI modeling capabilities. As a pre-trained model, 
TimeGPT  enables analysis without additional training (zero-shot learning), offering 
efficiency in both short- and medium-term forecasting. The research methodology 
involves data preprocessing, utilization of the TimeGPT  API for prediction generation, 
and evaluation of results using statistical metrics such as MAE and RMSE. The findings 
indicate that TimeGPT  effectively captures Bitcoin’s market volatility with high predictive 
accuracy, particularly during stable periods such as 2024–2025. However, the model 
exhibits increased uncertainty in long-term forecasts, reflecting its sensitivity to external 
factors like regulations and market sentiment. The study concludes that TimeGPT  
outperforms conventional models (ARIMA, GARCH, LSTM) in handling the complexity of 
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cryptocurrency data. It proves to be a powerful tool to support investment decision 
making, especially when integrated with fundamental analysis and real-time market 
monitoring. 

Keywords: : Bitcoin; TimeGPT ; Time Series Forecasting; Price Prediction; Transformer 
Model 

 

PENDAHULUAN 

Model TimeGPT ini dirancang khusus untuk memproses dan memprediksi 
data runtun waktu (time series), seperti harga Bitcoin yang sangat volatil dan 
kompleks. Beberapa alasan utama mengapa penggunaan TimeGPT  relevan untuk 
meneliti kinerja Bitcoin. Bitcoin memiliki fluktuasi harga yang ekstrem dan tidak 
selalu mengikuti pola linier. TimeGPT  mampu menangkap pola-pola kompleks, 
musiman, dan anomali dalam data harga Bitcoin yang sulit ditangkap oleh model 
statistik konvensional. 

Perkembangan aset kripto, terutama Bitcoin (BTC), telah menarik perhatian 
global dari berbagai kalangan, termasuk investor ritel, institusi keuangan, hingga 
para peneliti (Narayanan et al., 2016). Sebagai aset digital pertama yang 
memanfaatkan teknologi blockchain, Bitcoin tidak hanya berperan sebagai media 
pertukaran atau penyimpan nilai alternatif, tetapi juga sebagai instrumen investasi 
dengan volatilitas tinggi dan potensi return yang signifikan (Bengio et al., 2016). 
Namun, sifat pasar Bitcoin yang sangat fluktuatif serta dipengaruhi oleh faktor-
faktor eksternal seperti sentimen pasar, regulasi pemerintah, dan perkembangan 
teknologi membuat prediksi harga menjadi tantangan yang kompleks (Urquhart, 
2018). 

Dalam beberapa tahun terakhir, pemanfaatan teknologi artificial intelligence 
(AI) dan machine learning, khususnya dalam bidang time series forecasting, 
semakin berkembang pesat. Salah satu model inovatif yang menunjukkan 
performa tinggi dalam analisis data deret waktu adalah TimeGPT , sebuah model 
prapelat besar berbasis transformer yang dikembangkan secara khusus untuk 
tugas peramalan (Laptev et al., 2023). TimeGPT  mampu menangkap pola 
temporal yang kompleks tanpa memerlukan pelatihan tambahan secara intensif, 
menjadikannya alat yang menjanjikan untuk memprediksi pergerakan harga 
Bitcoin (Makridakis et al., 2022). 

Analisis kinerja Bitcoin penting diteliti menggunakan TimeGPT karena 
kemampuannya menangkap pola temporal kompleks yang sulit diidentifikasi oleh 
metode statistik konvensional seperti ARIMA atau GARCH. Bitcoin memiliki 
volatilitas ekstrem dan dipengaruhi oleh faktor non-linear seperti sentimen pasar, 
regulasi, serta inovasi teknologi, yang seringkali tidak memenuhi asumsi 
stasioneritas atau linearitas yang mendasari model statistik tradisional.  

Peramalan deret waktu, model statistik seperti ARIMA dan GARCH telah 
lama digunakan untuk memodelkan tren dan volatilitas. Namun, keterbatasan 
utama model ini adalah asumsi linearitas dan stasioneritas (Box et al., 2015; 
Bollerslev, 1986). Model deep learning seperti LSTM mampu menangkap pola non-
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linear, tetapi membutuhkan data besar dan pelatihan intensif (Hochreiter & 
Schmidhuber, 1997). 

Model berbasis transformer seperti TimeGPT  mampu mengatasi 
keterbatasan tersebut melalui mekanisme self-attention yang memungkinkan 
penangkapan ketergantungan jangka panjang secara lebih efektif (Laptev et al., 
2023). Selain itu, kemampuan zero-shot learning dan multi-horizon forecasting 
menjadikan model ini lebih fleksibel dalam menghadapi dinamika pasar kripto 
yang kompleks (Makridakis et al., 2022). 

Selain itu, TimeGPT  tidak memerlukan rekayasa fitur intensif atau pelatihan 
dari awal (zero-shot learning ), sehingga lebih efisien dalam menyesuaikan diri 
dengan perubahan struktur pasar Bitcoin yang cepat. Dengan demikian, 
pendekatan ini memberikan prediksi yang lebih akurat dan adaptif, membantu 
investor dan pengambil keputusan mengantisipasi risiko serta peluang dalam 
ekosistem kripto yang terus berkembang. Oleh karena itu menarik untuk 
menganalisis bagaimana fluktuasi harga dan dan volume selama 12 tahun 
terakhir. Berikut tren Bitcon selama 2014-2025 
 

 
Gambar 1: Harga dan Volume Bitcoin Tahun 2014–2025 

Sumber: Hasil olah data Sekunder, Tahun 2025 
 

Tampak bahwa dinamika pasar Bitcoin memiliki volatilitas yang sangat 
dinamis dengan karakteristik siklus harga yang tajam. Volume perdagangan 
memainkan peran penting dalam mendukung pergerakan harga, dan grafik ini 
dapat digunakan sebagai dasar analisis teknikal maupun perilaku pasar dalam 
konteks aset kripto. 

Dari tahun 2014 hingga 2025, Bitcoin menunjukkan pertumbuhan harga 
yang sangat tinggi, dimulai dari titik terendah $178,10 pada 14 Januari 2015, 
hingga mencapai titik tertinggi di $106.146,27 pada 21 Januari 2025, 
merefleksikan kenaikan sekitar 59.482% dalam satu dekade. Perjalanan ini 
ditandai oleh lonjakan signifikan pada 2017 ($20.000), koreksi tajam pada 2018–
2022, dan rebound kuat pada 2023–2025 yang dipicu oleh adopsi institusional, 
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legitimasi regulasi, serta inovasi teknologi blockchain yang meningkatkan 
ketertarikan konsumen di pasar kripto. 

Tren Volume Perdagangan Bitcoin (2014–2025) meningkat secara 
eksponensial dari 12,5 juta BTC pada 2014 menjadi 88,7 miliar BTC pada 2025, 
dengan pertumbuhan absolut +88,7 miliar BTC (+709.000%) . Peningkatan ini 
mencerminkan kematangan pasar kripto, partisipasi investor institusi, dan 
pengembangan infrastruktur perdagangan seperti derivatif. Volume tertinggi 
terjadi selama fase kenaikan harga (2017, 2021, dan 2025), memvalidasi 
momentum pasar, sementara penurunan volume pada 2018 dan 2022 
mengindikasikan konsolidasi. 

Korelasi positif antara harga dan volume membuktikan bahwa aktivitas 
perdagangan menjadi indikator kunci untuk memprediksi tren masa depan. 
Meskipun menghadapi fluktuasi ekstrem, tren jangka panjang menunjukkan 
Bitcoin sebagai aset digital dengan potensi apresiasi nilai yang masif, didorong 
oleh minat global dan transformasi sistem keuangan digital. 

Meskipun berbagai penelitian telah menggunakan model statistik 
konvensional (ARIMA, GARCH) maupun deep learning seperti LSTM dalam 
memprediksi harga Bitcoin, kajian yang secara spesifik menguji performa model 
foundation time series berbasis transformer seperti TimeGPT  masih relatif 
terbatas. Sebagian besar studi sebelumnya berfokus pada model yang 
memerlukan pelatihan ulang (retraining) dan rekayasa fitur yang kompleks, 
sehingga kurang adaptif terhadap dinamika pasar kripto yang sangat cepat 
berubah. Selain itu, penelitian terdahulu umumnya hanya mengevaluasi prediksi 
dalam satu horizon waktu, tanpa menguji kemampuan multi-horizon forecasting 
yang menjadi keunggulan utama model berbasis transformer. Di sisi lain, belum 
banyak studi yang mengkaji performa TimeGPT  dalam konteks zero-shot learning 
pada data Bitcoin tanpa fine-tuning tambahan. 

TimeGPT  (by Nixtla) adalah model foundation time series berbasis 
arsitektur Transformer, yang dilatih pada miliaran titik data runtun waktu. 
Karakteristik utamanya mencakup: 1) Kemampuan generalisasi tinggi dari banyak 
domain. 2) Multi Horizon forecasting (jangka pendek dan panjang sekaligus), 3) 
Integrasi fitur eksogen (external variables) seperti sentimen, volume, atau berita, 
4) Pre-trained model yang siap digunakan tanpa retraining dari awal (Stojanovski 
et al., 2024). 

Multi-horizon forecasting adalah kemampuan model untuk memprediksi 
nilai masa depan pada berbagai jangka waktu sekaligus , seperti 1 hari, 7 hari, 
atau 30 hari ke depan, dalam satu kali eksekusi. Dalam konteks prediksi harga 
aset keuangan seperti Bitcoin, pendekatan ini sangat relevan karena pasar kripto 
dipengaruhi oleh dinamika multi skala waktu mulai dari reaksi terhadap sentimen 
jangka pendek hingga tren makroekonomi jangka panjang. Berbeda dengan model 
konvensional (misalnya, ARIMA atau GARCH) yang hanya fokus pada satu horison 
waktu, model berbasis transformer seperti TimeGPT  dirancang untuk menangkap 
ketergantungan temporal jangka pendek dan panjang secara simultan (Laptev et 
al., 2023). 
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BAHAN DAN METODE  

Penelitian yang menggunakan TimeGPT  dari Nixtla termasuk dalam 
kategori penelitian kuantitatif karena pendekatannya yang berlandaskan data 
numerik dan analisis statistik untuk menghasilkan prediksi yang objektif. TimeGPT  
merupakan model forecasting berbasis transformer , yang memanfaatkan 
pembelajaran mesin untuk menganalisis pola dalam data deret waktu. Dalam 
konteks ini, data historis diproses secara matematis untuk menghasilkan output 
prediktif yang dapat diuji dan diverifikasi, menjadikannya bagian dari penelitian 
kuantitatif yang bertujuan untuk mengukur dan memodelkan fenomena tertentu 
secara numerik. 

Metode penelitian menggunakan TimeGPT dari Nixtla merupakan 
pendekatan berbasis kecerdasan buatan yang dirancang khusus untuk analisis dan 
peramalan data deret waktu (time series ). TimeGPT  adalah model pralatih (pre-
trained) yang mirip dengan model bahasa besar (LLM) tetapi dikembangkan secara 
khusus untuk menangani data temporal. Dalam penelitian, metode ini digunakan 
dengan cara memberikan data deret waktu historis sebagai masukan (input ), lalu 
model akan mempelajari pola-pola seperti tren, musim, dan siklus, kemudian 
menghasilkan prediksi untuk periode mendatang. Pendekatan ini sangat berguna 
dalam berbagai bidang seperti ekonomi, keuangan, energi, dan bisnis, di mana 
peramalan akurat menjadi kunci pengambilan keputusan strategis. 

Akurasi prediksi bergantung pada kemampuan model menangkap pola non-
linear, volatilitas, dan interaksi variabel eksternal (Makridakis et al., 2022). 
Bitcoin, sebagai aset digital dengan volatilitas tinggi, sering kali tidak memenuhi 
asumsi stasioneritas atau linearitas yang mendasari metode statistik tradisional. 
TimeGPT  mengatasi keterbatasan ini dengan menggunakan arsitektur self-
attention yang memungkinkan analisis hubungan jarak jauh antar-titik data, 
sehingga lebih baik dalam memodelkan fluktuasi harga yang kompleks dan tidak 
teratur. Selain itu, kemampuan zero-shot learning TimeGPT  memungkinkannya 
beradaptasi dengan perubahan struktur pasar tanpa retraining intensif, 
menjadikannya alat unggul untuk prediksi multi-horizon di pasar kripto yang 
dinamis (Januschowski et al., 2020). 

ARIMA dan GARCH merupakan model statistik konvensional yang sering 
digunakan untuk prediksi deret waktu. ARIMA mengasumsikan data harus 
stasioner (rata-rata dan varians konstan) dan hubungan antar-titik data bersifat 
linear , sehingga cocok untuk tren harga Bitcoin yang stabil tetapi kurang efektif 
menangani volatilitas ekstrem (Box et al., 2015). Sebaliknya, GARCH dirancang 
khusus untuk memodelkan volatilitas kluster (clustered volatility), di mana periode 
volatilitas tinggi diikuti oleh volatilitas tinggi, menjadikannya pilihan untuk analisis 
risiko Bitcoin (Bollerslev, 1986). Di sisi lain, model berbasis AI seperti LSTM dan 
TimeGPT tidak memerlukan asumsi stasioneritas atau linearitas. LSTM 
menggunakan gate untuk mengontrol aliran informasi jangka panjang, sedangkan 
TimeGPT  memanfaatkan mekanisme self-attention untuk menangkap hubungan 
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jarak jauh antar-titik data tanpa retraining intensif (zero-shot learning) (Laptev et 
al., 2023). 

Kemampuan dan keterbatasan masing-masing model menentukan 
aplikasinya dalam prediksi harga Bitcoin. ARIMA/GARCH lebih efisien secara 
komputasi tetapi gagal menangkap pola non-linear yang sering terjadi pada pasar 
kripto. LSTM unggul dalam menangani dinamika kompleks, tetapi memerlukan 
data besar dan sumber daya komputasi tinggi (Hochreiter & Schmidhuber, 1997). 
TimeGPT , sebagai model transformer prapelat, menawarkan fleksibilitas tinggi 
dengan kemampuan multi-horizon forecasting (prediksi untuk berbagai jangka 
waktu sekaligus), menjadikannya alat ideal untuk analisis pasar Bitcoin yang 
dipengaruhi oleh faktor multiskala waktu seperti sentimen pasar dan inovasi 
teknologi (Makridakis et al., 2022).  

Penggunaan TimeGPT  dalam penelitian umumnya melibatkan tahap pra-
pemrosesan data, pelatihan (fine-tuning) model sesuai kebutuhan, serta evaluasi 
hasil prediksi. Model ini dapat diakses melalui API yang disediakan oleh Nixtla, 
sehingga peneliti tidak perlu melatih model dari awal, namun tetap bisa 
menyesuaikan parameter tertentu untuk meningkatkan akurasi prediksi. Hasil 
prediksi selanjutnya dievaluasi menggunakan metrik statistik seperti MAE (Mean 
Absolute Error) atau RMSE (Root Mean Square Error) guna memastikan performa 
model sesuai dengan konteks penelitian. Metode ini menawarkan efisiensi waktu 
dan kemampuan generalisasi yang baik terhadap berbagai jenis data deret waktu. 
Secara Spesisik Tahapan Penelitian menggunakan TimeGPT  sebagai berikut: 

1. Tahapan Penelitian dengan TimeGPT  (Nixtla). Pada tahapan in melakukan 
pembersihan data, pembagian data bagi data menjadi 80% Data Training 
(2014–2023) untuk pelatihan model dan 20% Data test (2024–2025) untuk 
evaluasi. 

2. Analisis Eksploratif Data (EDA). Pada Tahap ini, peneliti melakukan 
visualisasi tren data, menampilkan statsitik deskriptif, dan uji stasioner 
data. 

3. Implementasi Model TimeGPT  (Nixtla). 
Setup API Nixtla; Konversi Data ke Format TimeGPT:    
Ubah dataset ke format pandas Data Frame dengan kolom ds (tanggal) dan 
y (target prediksi); Visualisasi Hasil: Bandingkan prediksi TimeGPT  dengan 
nilai aktual menggunakan plot tren. 

4. Evaluasi Kinerja Model 
Metrik Evaluasi. Hitung MAE (Mean Absolute Error), RMSE (Root Mean 
Squared Error), dan R² (R-squared) untuk mengevaluasi akurasi prediksi; 
Analisis Sensitivitas. Uji sensitivitas TimeGPT  terhadap perubahan 
parameter seperti panjang sejarah input (window size) dan horison prediksi 
(h); Interpretasi Hasil. Analisis kemampuan TimeGPT  dalam menangkap 
volatilitas Bitcoin yang dipengaruhi oleh faktor multiskala waktu seperti 
sentimen pasar dan inovasi teknologi 
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HASIL DAN PEMBAHASAN 

Statistik Deskriptif  
Sebagai langkah awal dalam analisis data, dilakukan eksplorasi terhadap 

data historis harga Bitcoin. Data yang digunakan mencakup harga pembukaan 
(open), harga tertinggi (high), harga terendah (low), harga penutupan (close), 
adjusted close, serta volume perdagangan harian dalam kurun waktu yang cukup 
panjang. Tujuan dari analisis ini adalah untuk memberikan gambaran awal 
mengenai karakteristik data, termasuk fluktuasi harga dan tren volume 
perdagangan. 
 

Tabel 1. Data historis harga Bitcoin 
 

 Date Open High Low Close Adj Close Volume 

1 26-Apr-25 94714.65 95251.36 93927.25 94646.93 94646.93 17612825123 

11 16-Apr-25 83674.51 85428.28 83100.62 84033.87 84033.87 29617804112 

21 6-Apr-25 83504.51 83704.72 77097.74 78214.48 78214.48 36294853736 

31 27-Mar-25 86896.26 87786.73 85837.94 87177.10 87177.10 24413471941 

41 17-Mar-25 82576.34 84725.33 82492.16 84075.69 84075.69 25092785558 

... ... ... ... ... ... ... ... 

3831 31-Oct-14 345.01 348.05 337.14 338.32 338.32 12545400 

3841 21-Oct-14 382.42 392.65 380.83 386.48 386.48 14188900 

3851 11-Oct-14 361.36 367.19 355.95 362.30 362.30 13345200 

3861 1-Oct-14 387.43 391.38 380.78 383.61 383.61 26229400 

3871 21-Sep-14 408.08 412.43 393.18 398.82 398.82 26580100 

Sumber: Hasil olah data sekunder, Tahun (2025) 
 

Tabel 2. Statistik Deskriptif Bitcoin 

 
Sumber: Hasil olah data sekunder, Tahun (2025) 
 



Bulletin of Economic Studies (BEST) 
         Volume 6, Nomor 1, (2026) 

 

 
 

65 

Berdasarkan statistik deskriptif data Bitcoin dengan 3.875 observasi, harga 
Bitcoin menunjukkan karakteristik distribusi yang sangat positif atau right-
skewed, di mana nilai rata-rata harga penutupan (Close) sekitar $21.764 jauh 
lebih tinggi dibandingkan median sebesar $9.697. Hal ini mengindikasikan bahwa 
sebagian besar data harga terkonsentrasi pada level yang lebih rendah, namun 
terdapat periode kenaikan ekstrem yang menarik rata-rata ke atas, terbukti dari 
selisih sangat lebar antara harga minimum ($178,10) dan maksimum 
($106.146,27). Tingkat volatilitas harga juga sangat tinggi, yang tercermin dari 
nilai standar deviasi (~$25.068) yang bahkan melebihi nilai rata-ratanya, 
menegaskan bahwa fluktuasi harga Bitcoin dalam rentang waktu pengamatan ini 
sangat dinamis dan tidak stabil. 
 

 

Gambar 2: Uji Stasioner harga dan volume Bitcoin 
Sumber: Hasil olah data sekunder, Tahun (2025) 

 
Gambar 2 menampilkan hasil uji stasioneritas Augmented Dickey-Fuller 

(ADF) terhadap data historis Bitcoin untuk variabel harga penutupan (Close) dan 
volume (Volume), yang keduanya secara visual menunjukkan pola fluktuatif tanpa 
mean yang konstan sepanjang indeks waktu. Berdasarkan hasil statistik yang 
tertera pada masing-masing grafik, variabel Close memiliki nilai statistik ADF 
sebesar -2.3337 dengan p-value 0.1613, sementara variabel Volume mencatat 
nilai ADF -2.5442 dengan p-value 0.1051. Karena nilai p-value pada kedua 
variabel tersebut lebih besar dari tingkat signifikansi umum (α = 0.05) dan nilai 
statistik ADF lebih besar (kurang negatif) dibandingkan nilai kritis pada tingkat 
kepercayaan 1%, 5%, maupun 10%, maka disimpulkan bahwa hipotesis nol tidak 
dapat ditolak; artinya, kedua data tersebut mengandung akar unit (unit root) dan 
bersifat tidak stasioner (non-stationary), sehingga data perlu ditransformasi 
(misalnya melalui differencing) sebelum dapat digunakan dalam pemodelan deret 
waktu. 
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Gambar 3: Uji Stasioner Uji stasioner Diferenting_1 Bitcoin 
Sumber: Hasil olah data sekunder, Tahun (2025) 

 
Gambar 3 menunjukkan hasil transformasi data harga penutupan (Close) 

dan volume (Volume) Bitcoin yang telah berhasil dibuat stasioner melalui proses 
differencing (pembedaan). Garis hitam merepresentasikan data asli yang memiliki 
tren dan tidak stasioner, sedangkan garis merah menunjukkan data hasil 
differencing yang kini berfluktuasi acak di sekitar nilai nol, menandakan bahwa 
mean dan varians data telah menjadi konstan seiring waktu. Konfirmasi statistik 
terlihat jelas pada kotak teks di mana nilai uji Augmented Dickey-Fuller (ADF) 
turun drastis menjadi -9.1838 untuk Close dan -16.6025 untuk Volume dengan p-
value 0.0000; karena nilai statistik ADF ini jauh lebih negatif dibandingkan nilai 
kritis (misalnya -3.43 pada tingkat kepercayaan 1%) dan p-value berada di bawah 
0.05, hipotesis nol tentang adanya unit root ditolak, sehingga status data resmi 
berubah menjadi "Stasioner" dan siap digunakan untuk pemodelan deret waktu. 

Prediksi harga dan volume Bitcoin adalah salah satu tantangan utama dalam 
analisis pasar kripto, yang melibatkan penggunaan metode statistik dan 
pembelajaran mesin untuk memperkirakan pergerakan harga dan volume 
perdagangan di masa depan. Harga Bitcoin sangat dipengaruhi oleh faktor-faktor 
makroekonomi, seperti kebijakan moneter, ketegangan geopolitik, dan 
penerimaan institusional, serta faktor mikroekonomi, termasuk permintaan dan 
penawaran pasar.  

Model yang sering digunakan untuk memprediksi harga Bitcoin termasuk 
model time series seperti ARIMA, GARCH, dan model pembelajaran mendalam 
seperti LSTM (Long Short-Term Memory). Model ini menganalisis pola historis 
dalam data harga dan volume untuk memprediksi perubahan harga di masa 
depan. Menurut Kristoufek (2015), analisis harga Bitcoin harus 
mempertimbangkan ketidakpastian dan volatilitas yang tinggi, yang merupakan 
karakteristik dari pasar kripto (Kristoufek, 2015). 

Selain itu, volume perdagangan Bitcoin juga memberikan wawasan penting 
terkait sentimen pasar dan potensi perubahan harga. Volume yang tinggi sering 
kali menunjukkan peningkatan minat investor dan dapat menjadi indikator potensi 
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pergerakan harga yang signifikan. Dalam model prediksi, volume perdagangan 
dapat digunakan sebagai fitur tambahan dalam prediksi harga Bitcoin, untuk 
menangkap efek langsung dari volume transaksi terhadap pergerakan harga. 
Dengan menggunakan model prediksi berbasis machine learning, seperti GRU 
(Gated Recurrent Units) dan LSTM, yang dapat menangani data yang bersifat 
sekuensial, para peneliti telah menunjukkan bahwa memadukan informasi volume 
dengan data harga dapat meningkatkan akurasi prediksi (Chen et al., 2020). Oleh 
karena itu, kombinasi antara data harga dan volume perdagangan menjadi aspek 
penting dalam prediksi pasar Bitcoin (Chen et al., 2020). 

Hasil Prediksi TimeGPT  Nixtla 

Penggunaan metode forecast dengan beberapa argumen penting 
diantaranya:  df: Data Frame yang berisi data deret waktu; h: (int)  Horizon 
peramalan, yaitu berapa hari ke depan yang ingin diprediksi. Di sini, kita akan 
memprediksi 7 hari ke depan; level: (list) Daftar tingkat kepercayaan untuk 
interval prediksi. Karena volatilitas Bitcoin yang tinggi, kita akan menggunakan 
beberapa tingkat kepercayaan sekaligus. 
 

 

 
 

Gambar 4: Gambar prediksi TimeGPT  
Sumber: Hasil olah data sekunder, Tahun (2025) 

 

 
Gambar 5: Detail Gambar 4 prediksi TimeGPT   

Sumber: Hasil olah data sekunder, Tahun (2025) 
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Gambar 5 menunjukkan hasil prediksi harga Bitcoin menggunakan TimeGPT  
dengan tiga tingkat kepercayaan (50%, 80%, dan 90%) dibandingkan dengan 
data aktual (y). Berikut analisis utamanya: 
1. Akurasi Prediksi Jangka Panjang : 

TimeGPT  mampu menangkap tren jangka panjang Bitcoin dengan baik, 
terutama setelah tahun 2020. Prediksi (TimeGPT level 50) mengikuti fluktuasi 
harga aktual secara signifikan, termasuk puncak pada 2021 ($65.000) dan 
rebound kuat pada 2024–2025. 

Interval Kepercayaan: Semakin rendah tingkat kepercayaan (50% vs. 
90%), semakin sempit rentang prediksi. Hal ini menunjukkan bahwa model lebih 
yakin pada prediksi jangka pendek (misalnya, 1–3 bulan) daripada jangka panjang 
(1–2 tahun). 
2. Kemampuan Menangkap Volatilitas : 

TimeGPT  berhasil memproduksi pola volatilitas ekstrim Bitcoin, seperti 
koreksi tajam pada 2022 dan lonjakan harga pada 2024–2025. Area warna pastel 
(50%, 80%, 90%) menggambarkan uncertainty model semakin dekat ke area 
transparan, semakin rendah keyakinan model. Pada periode 2024–2025, area 
kepercayaan melebar, mencerminkan ketidakpastian pasar yang tinggi akibat 
faktor eksternal seperti regulasi atau sentimen global. 

 
KESIMPULAN 

Berdasarkan analisis hasil prediksi harga Bitcoin menggunakan TimeGPT, 
dapat disimpulkan bahwa model ini menunjukkan kemampuan yang kuat dalam 
memprediksi tren harga jangka pendek dan menengah, meskipun tetap memiliki 
keterbatasan dalam proyeksi jangka panjang. TimeGPT  berhasil menangkap pola 
volatilitas ekstrim Bitcoin dengan akurasi tinggi, terutama pada periode stabil 
seperti rebound harga pada 2024–2025. Prediksi TimeGPT level 50 mengikuti 
fluktuasi harga aktual (y) dengan interval kepercayaan 90% yang mencakup 
seluruh data historis, menunjukkan validitas model. Kemampuan zero-shot 
learning TimeGPT  ini memungkinkan untuk langsung digunakan tanpa pelatihan 
tambahan, menjadikannya alat efisien untuk pasar kripto yang dinamis. 

Namun, ketidakpastian meningkat pada prediksi jangka panjang (misalnya, 
Agustus 2025), di mana area kepercayaan melebar signifikan. Hal ini 
mencerminkan sensitivitas model terhadap faktor eksternal seperti regulasi, 
sentimen pasar, atau inovasi teknologi yang sulit diprediksi. Meski begitu, 
TimeGPT  tetap unggul dibanding model statistik konvensional (ARIMA/GARCH) 
dan LSTM dalam menangani pola non-linear dan ketergantungan temporal jarak 
jauh. Untuk aplikasi praktis, hasil ini menyarankan penggunaan TimeGPT  sebagai 
alat pendukung analisis teknikal dan manajemen risiko, tetapi harus 
dikombinasikan dengan analisis fundamental dan monitoring real-time terhadap 
perubahan lingkungan pasar. Investor dan pengambil keputusan dapat 
mempertimbangkan untuk memanfaatkan prediksi TimeGPT dalam merancang 
strategi investasi yang lebih adaptif dan berbasis data. 
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